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Öz: Demiryollarında ray güvenliği tren kazalarının önlenmesi için oldukça önemlidir. Ray çevresinde ve 

üzerinde bulunan nesneler tren için tehlike arz etmektedir. Dolayısıyla demiryoluna izinsiz girişlerin tespit 

edilerek trenlerin güvenli çalışması akıllı ulaşım sistemleri için oldukça önemlidir. Bu çalışmada raylı 

sistemlerde ray çevresinin anlamlandırılması amacıyla görüntü bölütleme tabanlı yaklaşımlar 

karşılaştırılmış ve ray çevresindeki nesnelerin tespiti sağlanmıştır. Görüntü bölütleme tabanlı ray ve 

çevresinin anlamlandırılması için UNet, BiSeNetV2, DeepLabV3 ve PP-LiteSeg modelleri karşılaştırmalı 

olarak analiz edilmiştir. Ayrıca ray çevresindeki nesnelerin tespitinde YOLOv7 uygulanmıştır. Böylece, 

modellerin gerçek dünya senaryolarında ne kadar başarılı olduğu değerlendirilmiştir. Deneyler sonucunda, 

hafif yapısıyla dikkat çeken PP-LiteSeg modelinin yüksek segmentasyon performansı gösterdiği tespit 

edilmiştir. Eğitim aşamasının nesne tespitinde önemli olduğu görülmüş ve PP-LiteSeg'in Jetson Nano gibi 

tek devre kartlarda başarılı bir şekilde uygulanabildiği sonucuna ulaşılmıştır. Çalışmadaki bir diğer model 

YOLOv7, TensorRT kütüphanesi kullanılarak paralel çalışacak şekilde optimize edilmiş ve hafıza 

alanlarının bağımsız olarak kullanılabilmesi için özel bir kontrol mekanizması geliştirilmiştir. Elde edilen 

sonuçlara göre, PP-LiteSeg modelinin diğer modellere göre daha yüksek doğruluk ve mIoU değerleri elde 

ettiği görülmüştür. Yapılan çalışma raylı sistemlerde hızlı ve doğru nesne tespiti için segmentasyon 

modellerinin seçimine yönelik önemli sonuçlar içermektedir. Çalışma PP-LiteSeg modelinin kullanımıyla 

birlikte sınırlı kaynağa sahip ortamlarda bile yüksek kalitede nesne tespiti yapılabileceğini kanıtlamıştır. 

 

Anahtar kelimeler: Derin öğrenme, Demiryolu, Nesne tespiti, Akıllı ulaşım, YOLO, Semantik 

segmentasyon 

 

Comparative Analysis of Deep Learning-Based Methods for Making Sense of Railway and Its 

Environment  

 

Abstract: Rail safety in railways is very important for the prevention of train accidents. Objects around 

and on the rails pose a danger to the train. Therefore, the safe operation of trains by detecting unauthorized 

access to the railway is very important for smart transportation systems. In this study, image segmentation-

based approaches are compared in order to make sense of the rail environment in railway systems, and the 

objects around the rail are detected. UNet, BiseNetV2, DeepLabV3, and PP-LiteSeg models were analyzed 

comparatively to segment of the rail and its environment based on image segmentation. In addition, 

YOLOv7 has been applied to detect objects around the rail. Thus, it was evaluated how successful the 

models were in real-world scenarios. As a result of the experiments, it was determined that the PP-LiteSeg 

model, which stands out with its lightweight structure, showed high segmentation performance. It has been 

seen that the training phase is important in object detection, and it has been concluded that PP-LiteSeg can 

be successfully applied on single circuit boards such as Jetson Nano. Another model in the study, YOLOv7, 

has been optimized to run in parallel using the TensorRT library. A special control mechanism has been 

developed to use memory areas independently. According to the results obtained, it was seen that the PP-

LiteSeg model achieved higher accuracy and mIoU values than other models. The study includes important 

results for the selection of segmentation models for fast and accurate object detection in rail systems. The 

study proved that with the use of the PP-LiteSeg model, high-quality object detection can be achieved even 

in environments with limited resources.  
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1. Giriş 

 

Demiryolu ve trenlerdeki hızlı gelişim ile demiryolu ulaşımı yük taşımacılığının yanı sıra yolcu 

taşımacılığında da önemli bir alan haline gelmiştir. Demiryolu hatlarında sıklıkla kazalar 

meydana gelmekte olup ciddi yaralanma ve ölümler ile sonuçlanabilmektedir [1]. Tren güvenliği 

mevcut sistemlerde makinistin görüş alanı ve dikkatine bağlıdır. İstasyona giriş çıkışlarda tren 

düşük hız ile ilerlemekte olup makinistin görüşü yeterli olmaktadır. Fakat hava koşulları değişimi 

veya yorgunluk gibi etkenlerden dolayı makinist bazı izinsiz görüşleri kaçırabilmektedir [2]. Bu 

yüzden ray ve çevresinde tehdit oluşturabilecek nesnelerin gerçek zamanlı ve otomatik tespiti 

önem arz etmektedir. Raylı sistemlerin bir bileşeni olan raylar atmosferik koşullar, coğrafik 

farklılıklar, doğal felaketler (heyelan, deprem vb.) ve kullanım süresine bağlı olarak 

deformasyona uğrayabilir. Dolayısıyla rayların zaman zaman kontrol edilmesi ve denetimlerin 

yapılması oldukça önemlidir. Ray üzerinde çoklu ortam koşullarında nesne tespitinin yapılması, 

olası hataların tespit edilmesi, ray kavisleri, yabancı cisimler ve benzeri gibi birçok unsur nesne 

tespitinde güçlüğe sebep olabilmektedir. Farklı durumlar için, nesne tespit yöntemleri çeşitlilik 

gösterir ve bu yöntemler, modele, niteliğe, olasılığa ve görünüme bağlı olarak değişmektedir [3-

4]. Nesne tespiti, bir görüntü veya video içerisinde belirli nesnelerin konumlarını ve sınıflarını 

tespit etmeyi hedefler. Ancak görüntülerde olası ışık değişimleri nesne tespiti işlemlerini olumsuz 

etkileyebilir. 

 

Demiryollarında izinsiz giriş tespiti için literatürde bazı çalışmalar yapılmıştır. Yapılan çalışmalar 

daha çok görüntü işleme ve makine öğrenmesi yöntemlerinden faydalanmaktadır [5]. Özellikle 

bilgisayarlı görme ve nesne tespit sistemlerindeki gelişmeler derin öğrenme yöntemlerinin 

kullanımı ile daha doğru sonuçlar vermektedir. Derin öğrenme teknikleri, geleneksel tekniklere 

kıyasla probleme özgü farklı özelliklerin otomatik olarak öğrenilmesine yardımcı olmaktadır [6-

8]. Belirli noktalara yerleştirilen video gözetim sistemleri sayesinde ray ve çevresindeki insanlar, 

hayvanlar ve araçlar otomatik olarak tespit edilebilmektedir [3]. Ye ve ark. [2] demiryolundaki 

izinsiz girişleri tespit etmek amacıyla az veri kullanan düşük ağırlıklı bir derin öğrenme modeli 

sunmuşlardır. Az veri kullanan sistemin performansını geliştirmek için ince ayar özelliği ve 

sınıflandırma modeli önermişlerdir. Geliştirilen sistemin tek kamera ve gömülü bir bilgisayar 

üzerinde prototipi oluşturulmuştur. Zheng ve ark. [4] metro istasyonlarında ray ve çevresindeki 

anormallikleri tespit etmek amacıyla sıralı güncellenebilir bir anormallik tespit yöntemi 

önermiştir. Önerilen sistem ile girişlerinde yasak bölgede bulunan kişilerin tespit edilmesi 

amaçlanmıştır. Gong ve ark. [9] demiryolu hatlarında izinsiz giriş tespiti için bölütleme ve birkaç 

adımlı öğrenme tabanlı çözüm önermiştir. Önerilen yaklaşım farklı hava koşullarında test edilmiş 

ve doğru sonuçlar elde edilmiştir. Demiryolu sistemlerinde video gözetimi ve yapay görme ile 

çevre ihlallerini tespit etmek amacıyla çoklu görev tabanlı bir sinir ağı modeli önerilmiştir [10]. 

Önerilen yaklaşım ilk olarak ufuk noktası tespiti için bir regresyon ağını eğitmektedir. Daha sonra 

kaybolan ufuk noktasının tespiti için kodlayıcı-kod çözücü bir bölütleme yaklaşımı 

kullanılmaktadır. Son aşama ise kodlayıcı-kod çözücü ile bölümleme sonucu ufuk noktasının 

işaretlenmesidir. Ding ve ark. [11] ray üzerindeki yabancı nesneleri tespit etmek amacıyla 

YOLOv5 tabanlı bir yaklaşım önermiştir. Önerilen yaklaşım diğer nesne tespit yöntemleri ile 

karşılaştırılmış ve daha doğru sonuçların elde edildiği deneysel olarak belirlenmiştir. Oluşturulan 

veri seti gerçek ray verileri yerine el ile oluşturulmuş verilerden oluştuğundan gerçek zamanlı 

uyarlanabilirliği düşüktür. Demiryolu hattına izinsiz girişlerin tespiti için EfficentNet tabanlı tek 

atışlı çoklu kutu tespit edicisi (Single Shot MultiBox Detector-SSD) önerilmiştir [3]. Önerilen 

yaklaşım SSD’deki VGG16 omurgası yerine EfficientNet omurgası kullanılmıştır. Böylece CPU 

üzerinde de saniyede 11 frame işlenecek şekilde gerçek zamanlı bir yaklaşım önerilmiştir. Fakat 
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eğitimde kullanılan veriler Pascal VOC veri setinden olup ray ve çevresinin anlamlandırılması ve 

ray üzerinde bir nesnenin belirlenmesini içermemektedir.  Ray üzerinde bulunan nesnelerin 

insansız hava aracından alınan görüntülerden tespiti için evrişimsel uzun kısa süreli hafıza ağı 

tabanlı bir hibrit yöntem önerilmiştir [12]. Önerilen yaklaşım ile rayın güvenli olup olmadığı 

şeklinde iki sınıflı bir sınıflandırma yapılmaktadır.  Cao ve ark. [13] ray ve çevresindeki izinsiz 

girişleri belirlemek amacıyla düşük ağırlıklı bir derin sinir ağı mimarisi önermişlerdir. Önerilen 

yaklaşım geleneksel görüntü işleme ile derin öğrenme yöntemlerini birleştirmektedir. Ayrıca giriş 

görüntüleri sıkıştırılmadığı için küçük boyutlu nesnelerin tespit performansı da arttırılmıştır. Ray 

ve çevresinin anlamlandırılması için UNet tabanlı bir performans arttırma yöntemi önerilmiştir 

[14]. Önerilen yöntem UNet’in omurga kısmında VGG16, Resnet34 ve MobileNetV2’yi kullanan 

modellerin birleştirilmesine dayalıdır. 

 

Literatürde ray ve çevresinin anlamlandırılması için yapılan çalışmaların büyük bir kısmı daha 

çok ray ve çevresine izinsiz girişlerin tespit edilmesi üzerinedir. Literatürde bölütleme tabanlı ray 

ve çevresinin anlamlandırılması, ray tespiti ve tespit edilen ray bölgesine göre izinsiz giriş tespiti 

ile ilgili çalışma bulunmamaktadır. Nesne tespiti olarak ele alınan izinsiz giriş tespitinde 

nesnelerin rayın üzerinde olup olmadığına bakılmamaktadır. Bu çalışmada ray ve çevresinin 

anlamlandırılması için dört farklı derin öğrenme modeli kullanılmıştır. Bu modellerden UNet ve 

DeepLabV3 gibi klasik modellerin yanı sıra BiSeNetV2 ve PP-LiteSeg gibi gerçek zamanlı 

bölütleme yaklaşımları test edilmiştir. Bölütleme için kullanılan yöntemler bir kıyaslama veri seti 

üzerinde test edilmiş ve tespit performansı ile çalışma süresine göre en iyi performansı veren 

model belirlenmiştir. Ayrıca görüş açısına göre trene yakın olan iki ray bileşeni bölütlenerek ray 

üzerinde olan izinsiz girişler YOLOv7 nesne tespit algoritması ile tespit edilmiştir. Çalışmanın 

özgün katkıları aşağıda sıralanmıştır. 

 

• Ray ve çevresinin gerçek zamanlı olarak bölütlenmesi için derin öğrenme tabanlı yöntemlerin 

karşılaştırılması, 

• Ray ve çevresindeki izinsiz girişlerin tespit edilmesi, 

• Ray bölgesinin çıkarılarak görüntü içerisinde belirlenmesi ve takibi için yeni bir yaklaşım 

sunulması 

• Piksel tabanlı görüntü segmentasyonunda kullanılan hafif ve etkili bir derin öğrenme modeli 

olan PP-LiteSeg modeli ile demiryolu sistemleri ve hareket analizinin gerçek zamanlı olarak 

hassas bir şekilde belirlenmesi, 

• Kameralı bir İHA ile pilotaj olmadan demiryolu rayı hattını takibini sağlamak, 

• Bilgisayarlı görme sistemi geliştirilerek belli boyutlardaki farklı nesnelerin tanınması, 

otomatik olarak hareketli nesnenin belirlenmesi ve takibi.   

 

2. Ray ve Çevresinin Anlamlandırılması için Derin Öğrenme Tabanlı Yaklaşım 

 

Bu çalışmada ray ve çevresinin anlamlandırılması için farklı bölütleme yöntemleri test 

edilmektedir. Eğitim aşamasında ray ve çevresindeki nesnelerin bölütlenmesi için derin öğrenme 

tabanlı yaklaşımlar kullanılmaktadır. Bu amaçla UNet [15], DeepLabV3 [16], BiSeNetV2 [17] 

ve PP-LiteSeg [18] yöntemleri kullanılmaktadır. Daha test aşamasında bölütlenen görüntüden 

sadece ray bölgesi belirlenmekte ve ray takibi için rayların işaretlenmesi sağlanmaktadır. Aynı 

zamanda ray çevresindeki tehdit oluşturan nesnelerin tespiti YOLOv7 [19] nesne tespit yöntemi 

ile tespit edilmektedir. Şekil 1’de önerilen yaklaşımın akış diyagramı verilmiştir. 
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Şekil 1. Ray ve çevresinin anlamlandırılması için önerilen yaklaşım 

 

Şekil 1’de demiryolu sistemleri üzerinde ray ve çevresinin anlamlandırılması için Railsem19 veri 

seti üzerinde UNet, BiSeNetV2, DeepLabV3 ve PP-LiteSeg modelleri ayrı ayrı test edilmiştir. En 

iyi başarım ve hız performansı veren bölütleme yaklaşımı daha sonra seçilmektedir. Bölütlenen 

görüntüden ray bölgesini içeren alan çıkarılmakta ve ray takibi ve izinsiz giriş için ilgili bölge 

belirlenmektedir. Daha sonra ilgili bölgedeki izinsiz girişler YOLOv7 nesne tespit modeli ile 

tespit edilmektedir. Bu amaçla, COCO veri seti kullanılmaktadır. Hibrit modelde, iki modelin 

harmonik bir şekilde bir arada çalışması için bazı değişiklikler yapılmalıdır. Çünkü her iki model 

de sınırlı bir kaynağa sahip olan ekran kartı hafızasını ve CUDA çekirdeklerini kullanarak çıkarım 

yapmaktadır. Dolayısıyla modellerin ayrı hafıza alanlarında bağımsız olarak çıkarım 

yapabilmeleri için özel bir kontrol mekanizması gerekmektedir. Bu kontrol mekanizması 

sayesinde, her iki modelin hatalarının birbirlerinin hafıza alanlarını işgal etmeden, çıkarım 

yapması kritik öneme sahiptir. Bu gereksinimi sağlamak için TensorRT kütüphanesi 

kullanılmıştır. TensorRT, segmentasyon ağına öncelik vererek modelin gereksinim duyduğu 

hafızayı almasını sağlar ve geri kalan hafıza alanını en iyi şekilde kullanarak iki modelin paralel 

olarak çalışmasını sağlar. Bu şekilde, ek bir bekleme süreci olmaksızın ortak sonuçlar elde 

edilmesi mümkün olur. 

 

İki modelin çıkarımına ek olarak, bir konvolüsyon filtresi yardımı ile demiryolu rayları üzerinde 

yapılan çıkarımın etraftaki gürültü olarak oluşmuş veya trenin üzerinde olmadığı rayların çıkarım 

yapılması engellenmiştir. Şekil 2’de görüldüğü gibi kullanılan bu yöntem sayesinde sol ve sağ 

rayların birbirinden ayrı biçimde oluşturulabilmesi mümkün olmuştur. Demiryolu raylarının iç 

kısmında kalan bölümün rahatlıkla çıkarımının yapılabilmesiyle, hem raylar üzerinde yapılacak 

incelemelerin daha kolay olması hem de ray üzerinde kalan alan içerisindeki nesnelerin diğer 

objelerden ayırt edilmesi sağlanmıştır. Çünkü raylı sistemler çoklu ortam koşullarına sahip olup, 

bir görüntüde birden çok nesne bulunabilmektedir. 
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Şekil 2. Sol ve sağ rayların bulunması 

 

Çalışmada demiryolu rayı, elektrik direkleri, yerleşim alanları, hareketli nesne (kuş, araç vs.) ayrı 

ayrı sınıflara bölünmüştür. Kullanılan Railsem19 [20] veri seti 8500 adet görüntüden 

oluşmaktadır. Görüntüler 21 alt sınıfa ayrılmıştır. Her bir sınıf için görüntü artırım teknikleriyle 

8500’in üzerinde etiketlenmiş görüntü verisi temin edilmiştir. Görüntü artırım teknikleri olarak 

parlaklık, görüntü çevirme ve gürültü ekleme kullanılmıştır. 

 

2.1. YOLOv7 

 

YOLO (You Only Look Onces-Sadece bir kez bak) nesne tespit algoritması, Redmon ve ark. [21] 

tarafından gerçek zamanlı nesne tespiti yapılabilmesi için geliştirilen bir algoritmadır. 

Araştırmacılar, bu yaklaşımla doğrudan piksellerden nesnelerin yerini hızlıca belirleyebildiler. 

Ayrıca, Titan X GPU ile SSD de 45 resim saniyeler içinde belirlenirken, YOLO’da saniyede 150 

resim belirlenebiliyor olduğu görüldü. YOLO algoritması, R-CNN mimarisinde belirlenen 

alanların çıkartılması, alanların sınıflandırılması problemini bir ağ ile çözebilme özelliğine 

sahiptir. Bu algoritma geleneksel nesne tespit yöntemlerinin aksine sınıf olasılıklarının 

hesaplanması, sınırlayıcı kutuların bulunması ve hemen hemen tüm işlemleri tek bir regresyon 

problemi olarak değerlendirilmesini sağlamaktadır. Yani, YOLO ile görüntü üzerinde hangi 

nesnelerin nerede olduklarını tespit etmek için görüntüye yalnızca bir kez bakılması yeterlidir. 

YOLO tespit modeli, eğitim seti kapsamındaki her görüntüyü NxN kafeslere böler. Bu kafeslerin 

her biri bir hücreyi temsil eder. Modelin sorumluluğu, belirlenen nesnelerin merkez konumunu 

tespit etmek ve merkezin bulunduğu hücreyi o nesneyi tespit etmekten sorumlu tutmaktır. Bu 

çalışmada son popüler YOLO modellerinden YOLOv7 nesne tespiti için kullanılmaktadır. 

 

2.2. UNet 

 

UNet 2015 yılında Ronneberger ve ark. [15] tarafından sunulmuş, bir kodlayıcı (encoder) ve 

çözücü (decoder) yapısından oluşan bir mimaridir. Kodlayıcı yolu, tipik bir evrişimli sinir ağı gibi 

giriş görüntüsünü aşağı örnekleme yaparak yüksek seviyeli özellikleri çıkarırken mekânsal 

bağlamı yakalar. Her kodlayıcı blok sırasıyla konvolüsyonel katmanlardan, ReLU aktivasyon 

fonksiyonundan ve maksimum havuzlama işlemlerinden oluşmaktadır. Aşağı örnekleme işlemi 

mekânsal boyutları azaltırken özellik kanallarının sayısını arttırmaktadır. Çözücü yolu ise 

kodlayıcı yolundan gelen düşük çözünürlüklü özellik haritalarını orijinal görüntü boyutuna 

yükseltme işleminden sorumludur. Şekil 3’te UNet mimarisi verilmiştir. 
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Şekil 3. UNet model mimarisi 

 

Şekil 3’te her çözücü blok, kodlayıcı yolundaki karşılık gelen özellik haritalarıyla yukarı 

örnekleme edilen özellik haritalarını birleştirir. Bu atlayış bağlantıları, ağın çoklu ölçeklerde hem 

yerel hem de global bağlamsal bilgiyi yakalamasını sağlar. Atlayış bağlantılarının birleştirilmesi, 

kodlayıcı yolundan gelen ince ayrıntıların yükseltme işlemi sırasında korunmasını sağlar. Bu 

bağlantılar, düşük seviyeli özellikleri ve mekânsal bilgiyi çözücüye aktararak segmentasyon 

sınırlarını iyileştirir ve daha doğru segmentasyon sonuçları üretmeye yardımcı olur. UNet, tıbbi 

görüntü segmentasyonu, hücre çekirdeği segmentasyonu ve otonom sürüşte yol segmentasyonu 

gibi çeşitli uygulamalarda yaygın olarak kullanılmaktadır. Başarısı, sınırlı eğitim verisiyle başa 

çıkma yeteneği ve yerel ve global bağlamsal bilgiyi yakalama etkinliği ile ilişkilendirilebilir. 

 

2.3. DeepLabV3 

 

Google tarafından geliştirilen bu model bilgisayarlı görüde yaygın olarak kullanılan bir derin 

öğrenme modelidir. Özellikle piksel tabanlı görüntü segmentasyonunda etkili sonuçlar 

vermektedir [16]. Evrişimsel sinir ağı tabanlı mimariye sahip olup, daha önceki versiyonlarına 

kıyasla oldukça yüksek bir segmentasyon performansı sunmaktadır. Bu modelde, dilatasyon 

konvolüsyon ve atrous konvolüsyon gibi yenilikçi teknikler sayesinde daha büyük bir reseptif 

alan elde edilir ve ayrıntılar daha iyi bir şekilde yakalanabilmektedir [22]. Mimari olarak 

DeepLabV3, derinlik bilgisi eklemek için önceden eğitilmiş bir evrişimli sinir ağını omurga 

olarak kullanır. Bu omurga modeli, görüntüyü önce birkaç evrişimli ve havuzlama katmanından 

geçirerek özellik haritalarını çıkarır. Tipik olarak, Xception, ResNet ve MobileNet gibi güncel 

omurga modelleri kullanılır. Aşırı Uzaysal Piramit Havuzu (ASPP) modülü kullanılarak çıkarılan 

özellik haritaları işlenir. Bu modül, farklı dilatasyon oranlarına sahip atrous konvolüsyon 

katmanları içermesi sebebiyle, farklı ölçeklerdeki nesneleri ve nesnelerin detaylarını doğru bir 

şekilde yakalayabilmesine olanak sağlar. Özellik haritaları piksel tabanlı sınıflandırma yapmak 

için bir konvolüsyonel ağa verilir. Bu aşamada, çıktı haritası elde edilir ve her pikselin sınıf etiketi 

belirlenir. Genellikle, çıktı haritasını daha pürüzsüz hale getirmek için bir rötuş işlemi olan 

eşikleme veya Gauss filtresi uygulanır. Görüntü segmentasyonunda bu model üstün bir 

performansa sahiptir. 
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2.4. BiSeNetV2 

 

BiSeNetV2 (Bilateral Segmentation Network- İkili Segmentasyon Ağı V2), görüntü 

segmentasyonunda kullanılan bir derin öğrenme modelidir. BiSeNetV2, tamamen konvolüsyonel 

bir ağdır. Bu model, gerçek zamanlı uygulamalarda hızlı ve yüksek doğruluk sağlayabilen bir 

segmentasyon yöntemi sunar [17]. BiSeNetV2, biri yol-odaklı bir diğeri detay-odaklı olarak iki 

farklı özellik çıkarımı sunar. Yol-odaklı özellik uzun menzilli bağlamsal bilgiyi yakalamak için 

geniş bir görüntü alanına odaklanırken, detay-odaklı özellik kısa menzilli detay bilgisini korumak 

için daha yakından odaklanır. Bu iki yol birleştirilerek hem genel bağlamı hem de detayları 

yakalayan bir segmentasyon ağı oluşturulur. 

 

BiSeNetV2 modeli sınıf-etiketi ve kenar pikselleri tahmin edilebilmektedir. Böylece nesnelerin 

keskin kenarları korunurken, aynı zamanda doğru bir şekilde segmentasyon yapılabilmesi 

sağlanmaktadır. Ayrıca, yanıtlama haritalarını kullanarak segmentasyon performansını 

geliştirmiştir. BiSeNetV2, hızlı ve doğru segmentasyon sonuçları sağlayan, ölçeklenebilir bir 

segmentasyon ağıdır. Bu model, sürücüsüz araçlar, robotik, video analizi ve diğer birçok 

uygulama alanında kullanılmaktadır. BiseNetV2 modeli Şekil 4’te verilmiştir. 

 

 
Şekil 4. BiSeNetV2 model mimarisi [17] 

 

Şekil 4’te görüldüğü gibi iki farklı ölçekli gözetim yöntemini ile hem yüksek hem de düşük ölçekli 

özellik haritalarının segmentasyon sonuçlarıyla eğitimini sağlayarak daha iyi segmentasyon 

performansı elde eder. Bu, hem genel nesne yapısını doğru bir şekilde tahmin etmeyi hem de daha 

küçük nesnelerin detaylarını yakalamayı sağlar [17]. 

 

2.5. PP-LiteSeg 

 

PP-LiteSeg (Progressive Perception Lite Segmentation- Aşamalı Algılayıcı Basit Segmentasyon) 

piksel tabanlı görüntü segmentasyonunda kullanılan hafif ve etkili bir derin öğrenme modelidir 

[18]. Bu model, yüksek performans sergilerken daha az hesaplama gücü ve bellek kullanımı 

gerektiren uygulamalara odaklanmıştır. PP-LiteSeg, önceden eğitilmiş bir evrişimli sinir ağı ve 

birden fazla aşamalı algılayıcı modülünden oluşan bir ilerleyici öğrenme stratejisini birleştirir. Bu 

strateji, segmentasyon performansını aşamalı olarak artırarak daha hafif bir modele olanak tanır. 

Şekil 5’te PP-LiteSeg modelinin şematik bir görünümü verilmiştir. 
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Şekil 5. PP-LiteSeg bölütleme mimarisi 

 

Şekil 5’te verilen PP-LiteSeg mimarisi kodlayıcı-kod çözücü ve gerçek zamanlı çalışan bir 

bölütleme yöntemidir.  Bu model kodlayıcı-kod çözücü tabanlı bir bölütleme yöntemi olup 

birleşik dikkat füzyon modülü (Unified Attention Fusion Model-UAFM) ve basit piramit 

havuzlama modülüne (Simple Pyramid Pooling Module-SPPM) sahiptir. UAFM çerçevesi bir α 

ağırlığı üretmek amacıyla dikkat modülü kullanmaktadır. Fhigh ve Flow olarak verilen giriş 

özelliklerini α ve 1- α ile çarparak çıkış olan Fout’u elde eder. Dikkat modülü olarak kanal ve 

uzamsal modüller kullanılmaktadır. Uzamsal dikkat modülü giriş özelliklerinde her bir pikselin 

önemini gösterirken kanal dikkat modülü ise giriş özelliklerinde her bir kanalın önemini vurgular. 

SPPM modülü ise giriş özelliklerini kaynaştırmak için piramit havuzlama modülü kullanır. Bu 

havuzlama modülü boyutları 1x1, 2x2 ve 4x4 olan üç havuzlama modülüne sahiptir. 

Boyutlandırma aşamasından sonra ise toplama ve evrişim modülleri bulunmaktadır. SPPM 

modülü birleştirme işlemi yerine toplama işlemini kullanması orta ve çıkış katmanlarını 

azaltmasından dolayı gerçek zamanlı modeller için uygundur.  Modelin temelinde, evrişimli sinir 

ağı tabanlı omurga modeli bulunur. Bu omurga modeli, giriş görüntüsünden özellik haritalarını 

çıkarmak için kullanılır. PP-LiteSeg’de, genellikle hafif ve hızlı çalışan omurga modeli olarak 

MobileNetV2 tercih edilir. Birden çok aşamalı algılayıcı modülü kullanır. PP-LiteSeg’de aşamalı 

algılayıcı modülleri, modelin sırasıyla geliştirilmesi ve eğitilmesi ile elde edilir. PP-LiteSeg, hafif 

bir yapıya sahip olmasına rağmen yüksek segmentasyon performansı sunar. Özellikle sınırlı 

kaynağa sahip cihazlar veya gerçek zamanlı uygulamalar için oldukça uygundur. 

 

2.6. Metrikler 

 

Modelin test edilmesi için model eğitimi tamamlandıktan sonra eğitilen ağırlıklar kullanılarak 

model değerlendirilir. Segmentasyon modellerinin performansını değerlendirmek için mIoU, 

tahmin edilen segmentasyon sonuçlarıyla gerçek etiketler arasındaki örtüşmeyi ölçmek içinse IoU 

kullanılmıştır. Segmentasyon, bir giriş görüntüsünü piksellerine göre farklı nesne veya bölgelere 

ayırmayı hedefleyen bir görsel işleme görevidir. Bu nedenle, bir segmentasyon modelinin ne 

kadar doğru ve hassas olduğunu değerlendirmek için etkili bir ölçüt gereklidir. İşte mIoU bu 

amaçla kullanılan bir ölçüdür. mIoU, her bir sınıf için IoU değerlerinin ortalamasını alarak 

hesaplanır. IoU'nun hesaplama denklemi Denklem 1’de gösterilmiştir. 

 

𝐼𝑜𝑈 =
𝐺𝑒𝑟ç𝑒𝑘 ∩ 𝑡𝑎ℎ𝑚𝑖𝑛

𝐺𝑒𝑟ç𝑒𝑘 ∪ 𝑡𝑎ℎ𝑚𝑖𝑛
 (1) 
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Bu denklemde tahmin, modelin tahmin ettiği piksellerin kümesini, gerçek ise gerçek etiketlere 

karşılık gelen piksellerin kümesini temsil etmektedir. mIoU, sınıf başına IoU değerlerinin 

ortalamasını alarak hesaplandığından, her sınıfın katkısı dengelenir. Dolayısıyla, modellerin 

çoklu sınıflarla çalıştığı senaryolarda da adil bir performans ölçütü sağlar. mIoU değeri genellikle 

%0 ile %100 arasındadır. Yüksek bir mIoU değeri, modelin segmentasyon görevini daha iyi 

yerine getirdiğini gösterirken, düşük bir mIoU değeri doğruluk düşüklüğünü veya yanlış 

tahminleri gösterebilir. Model geliştirme sürecinde mIoU değeri, modelin performansını izlemek, 

hiper parametre ayarlamalarını yapmak ve farklı modelleri karşılaştırmak için kullanılabilir. 

Çıkarım hızı, bir segmentasyon modelinin giriş görüntüsünü işlemek ve tahminleri üretmek için 

geçen süreyi ifade eder. Bu hız, modelin ne kadar hızlı çalıştığını ve gerçek zamanlı 

uygulamalarda kullanılabilirliğini belirler. Segmentasyon modelleri, genellikle derin öğrenme ağı 

tabanlıdır ve genellikle GPU'lar veya özel işlem birimleri gibi yüksek hesaplama gücü gerektiren 

donanımlar üzerinde çalışır. Bu nedenle, bir segmentasyon modelinin çıkarım hızı, donanımın 

özelliklerine, modelin karmaşıklığına ve boyutuna bağlı olarak değişebilir [23]. Bu çalışmada 

alınan bulgular aynı donanım ve tek bir görüntü üzerinden alınması nedeniyle aşağıdaki sonuçlar 

bölümünde farklı modellerin kıyaslamaları yapılmıştır. 

 

Semantik segmentasyonun doğruluğunu değerlendirmek için kappa katsayısı istatistiksel ölçü 

olarak kullanılmıştır. Denklem 2’de gösterildiği gibi bu katsayı, sınıflandırıcılar arasındaki 

uyumu ölçer ve rastgele ne kadar farklılık olduğunu belirler. Kappa katsayısı, -1 ile 1 arasında bir 

değere sahiptir.  Şayet değer -1 ise tamamen zıt sonuçları, değer 0 ise rastgele sonuçları, değer 1 

ise mükemmel uyumu gösterir [24]. 

 

𝐾𝑎𝑝𝑝𝑎 𝐾𝑎𝑡𝑠𝑎𝑦𝚤𝑠𝚤 =
𝐺ö𝑧𝑙𝑒𝑚𝑙𝑒𝑛𝑒𝑛 𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 − 𝐵𝑒𝑘𝑙𝑒𝑛𝑒𝑛 𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘

1 − 𝐵𝑒𝑘𝑙𝑒𝑛𝑒𝑛 𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘
 (2) 

 

Bu çalışmada semantik segmentasyonun doğruluğunu ölçmek için, referans etiket ve gerçek 

etiketlerle birlikte görüntü veri setine ihtiyaç vardır. Doğru sınıflandırılan veri noktaları, modelin 

tahminlerinin gerçek etiketlerle aynı olduğu veri noktalarını ifade eder. Modelin kesinliğini tespit 

etmek amacıyla, Denklem 3’te gösterildiği gibi AP (ortalama kesinlik) ve mAP (ortalama kesinlik 

değerlerinin ortalaması) metrikleri kullanılmıştır [25]. 

 

𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =
 𝐷𝑜ğ𝑟𝑢 𝑆𝚤𝑛𝚤𝑓𝑙𝑎𝑛𝑑𝚤𝑟𝚤𝑙𝑎𝑛 𝑉𝑒𝑟𝑖 𝑁𝑜𝑘𝑡𝑎𝑙𝑎𝑟𝚤𝑛𝚤𝑛 𝑠𝑎𝑦𝚤𝑠𝚤

𝑇𝑜𝑝𝑙𝑎𝑚 𝑉𝑒𝑟𝑖 𝑁𝑜𝑘𝑡𝑎𝑙𝑎𝑟𝚤𝑛𝚤𝑛 𝑠𝑎𝑦𝚤𝑠𝚤
  (3) 

 

Denklem 3’te doğruluk değeri 0 ile 1 arasında olup, genellikle yüzde olarak ifade edilir. Yüksek 

bir doğruluk değeri, modelin doğru tahminlerde bulunma yeteneğini gösterirken, düşük bir 

doğruluk değeri yanlış sınıflandırmaların olduğunu işaret eder [22]. 

 

3. Bulgular 

 

Geliştirme ortamı olarak Ubuntu 20.04 LTS işletim sistemi üzerine Python 3 versiyonu 

kurulmuştur. Grafik kartı olarak Nvidia GeForce RTX 4090, merkezi işlemci olarak Ryzen 9 

7900X ve 32 GB RAM’e sahip bir kişisel bilgisayar kullanılmıştır. Önerilen bölütleme 

yöntemlerinin doğrulanması amacıyla farklı ışık ve gün koşullarında alınan bir kıyaslama veri seti 

olan Railsem19 veri seti kullanılmıştır. Bu veri seti tren ve şehir içi tramvayın önünden çekilmiş 

toplam 8500 görüntüden oluşmaktadır.  Veri seti semantik bölütleme için etiketlenmiş 21 sınıfa 

sahip olup ray, kaldırım, trafik levhası, gökyüzü, insan, araba, kamyon gibi nesneleri 

içermektedir. Tablo 1’de veri setinden her bir etiket için veri setindeki örnek sayısı verilmiştir.  
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Tablo 1. Railsem19 için sınıf başına etiket sayısı 

Etiket Sayı Etiket Sayı 

Dur Levhası 218 Statik Anahtar 2519 

Geçit 2885 Ray İşaret-Ön 7404 

Korkuluk 4873 
Ray Geri 

Sinyal 

3448 

Vagon 1951 
Ray İleri 

Sinyal 

5768 

Platform 2482 İnsan Grubu 62 

Ray 58322 Araba 172 

Anahtar Tanımlayıcı 2007 Çit 291 

Sol Anahtar 1975 İnsan 234 

Sağ Anahtar 2083 Direk 10875 

Tanımsız Anahtar 2491 Ray Engeli 3920 

Kamyon 11   

 

Tablo 1’de verilen etiketlere göre özellikle ray çiftlerinin belirlenmesi için yeterli bilginin olduğu 

görülmektedir. Görüntüler farklı hava koşullarında toplanmıştır. Şekil 6’da veri setinden bazı ray 

görüntüleri ve maskeleri verilmiştir. 
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Şekil 6. RailSem19 veri seti ve maske görüntüleri 

 

Çalışmada demiryolu raylarının segmentasyonunda birden fazla model incelenmiş ve her bir 

model üzerinde eğitim gerçekleştirilmiştir. Derin öğrenme yöntemi ile semantik segmentasyon 

alanında sıkça kullanılan UNet, DeepLabV3 gibi modellerin yanı sıra gerçek zamanlı olarak 

çalışan BiSeNetV2 ve PP-LiteSeg modelleri test edilmiştir. 

 

Gerçekleştirilen eğitimler belirlenen bulgu parametreleri ile karşılaştırılarak çıktılar elde 

edilmiştir. Semantik bölütleme modellerinin doğruluk metriği ve mIoU metriklerine göre 

karşılaştırma sonuçları Şekil 7’de verilmiştir. 
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a) 

 
b) 

Şekil 7. Derin öğrenme tabanlı bölütleme modellerinin performansı a) Doğruluk grafiği b) mIoU 

grafiği 

 

Şekil 7’de görüldüğü gibi PP-LiteSeg iki metrikte de diğer modellerden daha iyi sonuçlar 

vermiştir. Şekil 7’de DeepLabV3, PP-LiteSeg modelinden sonra en iyi sonucu veren model olarak 

göze çarpmaktadır. PP-LiteSeg’in çıkarım hızının diğerlerinden daha iyi olması, semantik 

segmentasyon modeli olarak öne çıkmasına sebep olmuştur. Çalışmayı gerçekleştirirken yapılan 

deneylerin yanında Railsem19 [20] veri seti çalışmasında önerilen yöntemin sonuçları ile 

karşılaştırılmıştır. Bu metriklerin karşılaştırması Tablo 2’de verilmektedir. 

 
Tablo 2. Semantik bölütleme modellerinin performans karşılaştırılması. 

Metrik-Model PP-LiteSeg DeepLabV3 UNet BiSeNetV2 Railsem19 [20] 

Çıkarım (ms) 3,82 11,23 6,72 8,76 - 

Doğruluk (%) 96,8 96,1 74,38 74,87 91,24 

mIoU (%) 58,8 57,9 32,67 31,94 56,9 

Kappa (%) 76,7 74,8 55,3 55,2 - 

 

Tablo 2’de görüldüğü gibi UNet, DeepLabV3, BiSeNetV2 yanında PP-LiteSeg modeli veri setini 

eğitmek için kullanılmıştır. PP-LiteSeg modelinin diğer modellere göre hem çıkarım hızı hem de 

performans metriklerinde daha iyi sonuç verdiğini göstermektedir. Şekil 8’de dört farklı modelin 

aynı görüntü üzerindeki bölütleme sonuçları verilmiştir. 

 
Görüntü Maske Unet BiseNetV2 DeepLabV3 PP-LiteSeg

 
Şekil 8. Dört farklı modelin bölütleme sonuçları 
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Şekil 8’de görüldüğü üzere farklı iklim koşullarında PP-LiteSeg modeli sahneyi daha doğru 

bölütlemektedir. PP-LiteSeg modeline en yakın sonuçları DeepLabV3 modeli vermiştir. 

Kullanılan konvolüsyon filtresi ve devamında uygulanan algoritma ile rayların eğrisinin 

çıkarılması sağlanmış ve sağ-sol ray arasındaki bölge kolaylıkla tespit edilebilmiştir. Şekil 8’de 

görüldüğü üzere sadece tek rayın olduğu durumlarda değil, rayların birleştiği veya birden çok 

rayın aynı anda bulunduğu durumlarda dahi rahatlıkla doğru sonuca ulaşılabileceği 

görülmektedir. YOLOv7’nin RTX 4090 ekran kartı kullanılarak yapılan deneylerde sadece 3 

milisaniye (ms) çıkarım süresine sahip olması, hızlı ve efektif bir çıkarımın yapılabildiğinin 

ispatıdır. Modele ait görsel sonuçlar Şekil 9’da görülmektedir. 

 

  
a) Bölütlenmiş ray ve ilgili alanın tespiti b) Ray ve çevresindeki nesnlerin tespiti 

Şekil 9. İlgili ray bölgesinin tespiti ve nesne tespiti 

 

Şekil 9’da ilgili ray bölgesi belirlenmiş ve ray kenarında bulunan nesneler YOLOv7 modeli ile 

tespit edilmiştir. Şekil 10’da aktif rayın çıkarımı farklı görüntüler üzerinden verilmiştir. 
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Şekil 10. Aktif ray bölgesinin çıkarımı 

 

4. Sonuç 

 

Bu makalede, atmosferik koşullar, coğrafik farklılıklar, doğal felaketler ve kullanım süresi gibi 

demiryolu rayları üzerinde meydana gelebilecek olası değişimlerin kontrolünde kolaylık 

sağlayacak nesne tespitinin yapılabilmesini sağlayacak algoritma modelleri çalışılmıştır. Farklı 

veri setlerinin hibrit kullanım ile probleme çözüm olabileceği de önerilmiştir. Farklı nesneler 

içeren 8500’in üzerindeki görüntü, görüntü artırım işlemine tabi tutulmuştur. Eğitim işleminde 

8500 adet ray içeren görüntü kullanarak eğitim tamamlanmıştır. Doğrulama işlemi için 250 adet 

görüntü, test işlemi için 100 adet görüntü kullanılmıştır. Toplam 21 sınıf üzerinde ortalama %58,8 

mIoU oranı elde edilmiş, demiryolu raylarında ise %88,7 IoU oranına ulaşılmıştır. Deneyler 

sonucunda PP-LiteSeg modelinin yüksek segmentasyon performansı gösterdiği ve sınırlı kaynağa 

sahip ortamlarda bile yüksek kalitede nesne tespiti yapılabilirliğini kanıtladığı görülmüştür. 

Ayrıca, YOLOv7 modelinin optimize edilerek paralel çalışabilir hale getirildiği ve özel bir kontrol 

mekanizması ile hafıza alanlarının bağımsız olarak kullanılabilir hale getirildiği belirtilmiştir.  
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Kullanılan görüntü işleme ve segmentasyon modellerinin değerlendirilmesi sonucunda, bu 

çalışmanın güçlü yönleri şunlarla öne çıkmaktadır: yüksek performans, sınırlı kaynaklarla 

kullanılabilirlik, optimizasyon ve kontrol mekanizması. Bu çalışma, nesne tespitinde topluluk 

modelleme ve girdi verisinin boyutunu artırmanın başarı oranını etkilediğini göstermiştir. 

Önerilen model farklı ortam koşullarında test edilmiştir. Ray görüntülerini başarılı bir şekilde 

tespit eden model bu etkiyi doğrulamıştır. Sistemin demiryolu rayları üzerinde rahatlıkla hata ve 

anomali tespiti yapabileceği kanıtlanmıştır.  

 

Teşekkür 

 

Bu çalışma, Fırat Üniversitesi Bilimsel Araştırma Projeleri Birimi tarafından ADEP.22.02 nolu 

proje ile desteklenmiştir. 
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