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Anahtar Kelimeler Oz: Cilt kanseri, diinya ¢apinda yaygin olarak karsilasilan kanser tiirleri

Cilt Kanseri, arasindadir. Giiniimiizde pek ¢ok kanser vakasimin yanlis ya da geg¢ teshisi

%‘miﬂ?ndlrma' sonucunda, hasta 6liimleri de dahil olmak tizere ciddi problemler yasanmaktadir.
n Isleme,

Bu calismada, evrisimli sinir aglar1 kullanilarak cilt kanseri siniflandirmasi
problemi incelenmistir. Calismanin temel amaci, farkli 6grenme mimarilerini
karsilastirmak yerine, goruntiileri farkli 6n islemlere tabi tutup, bu islemin
kullanilan mimari performansina etkisini incelemektir. Bu amag¢ dogrultusunda,
ISIC 2018 Cilt Gorlntii Analizi Yarismasi'na ait veri seti kullanilarak, iki farklh
gorintii o6n isleme yontem dizisi ResNet50 mimarisi i¢cin uygulanmistir.
Bunlardan birincisinde sirasiyla ikili ve otsu esikleme, CLAHE doniisiimi
uygulanirken, ikincisinde morfolojik filtreleme, renk normalizasyonu ve dolgu
islemleri uygulanmistir. F1 Puani basta olmak iizere farkli performans metrikleri
baz alindiginda, cilt kanseri gorintiileri iizerinde ikinci 6n isleme yodntem
dizisinin performans iyilestirmesi yapabildigi gosterilmistir.

Evrisimsel Sinir Aglar1

Impact of Image Preprocessing on Skin Cancer Image Classification Using Convolutional Neural

Networks
Keywords Abstract: Skin cancer is one of the most common types of cancer worldwide.
Skin 'Ca'mcej\r, Nowadays, as a result of wrong or late diagnosis of many cancer cases, serious
Classification, problems including patient deaths are faced. This study deals with the skin cancer
PreProce,Ssmg' classification problem using convolutional neural networks. Instead of
Convolutional Neural . . . . . .
Networks comparing different learning architectures, this research effort aims to pre-

process the images and examine the effect of these processes on the performance
of the architecture. For this purpose, using the ISIC 2018 Skin Image Analysis
Competition dataset, two different sets of preprocessing methods have been
applied on the ResNet50 architecture. In the first set up, binary and OTSU’s
thresholding and CLAHE transformation were applied, respectively. In the second
set up, morphological filtering, color normalization and filling operations were
applied. Based on different performance metrics including F1 Score, it has been
shown that the second set of preprocessing methods can improve the
performance for the skin cancer classification problem.
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1. Giris
Ciltkanseri, diinya ¢apinda artis gdsteren en yaygin kanser tiirleri arasindadir. Erken teshisi ve dogru tedavi se¢imi

yapildig1 takdirde, sag kalim oranlarinin ytiiksek oldugu goriilmektedir. Geleneksel olarak, doktorlar cilt kanseri
tespiti icin ¢iplak gozlerini kullanmaktadir. Ancak bu yontem bircok durumda dogru tespit oranini azaltmaktadir
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[1]. Bu nedenle giiniimiizde, makine 6grenmesi ve derin 6grenme yontemlerinin bu alandaki kullanimi énem
kazanmistir, ve hastalik goriintiilerini siniflandirma tekniklerinin kullanimi artmistir.

Gorintii siniflandirma yaklasimlari iki ana baslik altinda incelenebilir. Birinci kategori, Karar Agaci, Destek Vektor
Makineleri, Bulanik Olgiimler vb. gibi geleneksel makine 6grenme algoritmalarim igerir. kinci kategori ise,
evrisimli sinir aglar1 (Convolutional Neural Networks, CNN), otomatik kodlayicilar vb. gibi derin 6grenmeye
dayalidir. Zaman igerisinde arastirmacilar derin 6grenme yontemlerini kullanmayi tercih etmislerdir. Bunun
baslica nedeni, derin 6grenme yontemlerinin 2012 6ncesindeki hi¢cbir makine 6grenimi yénteminde goériilmemis
olan yiiksek dogrulukta sonuglar elde edebilmis olmasidir [2].

Derin bir sinir ag1, hem iyi huylu, hem de kotii huylu olmak iizere her iki hastalik kategorisine ait binlerce goriinti
lizerinde egitilebilir. Bu egitim sonucunda elde edilen model, dogrusal olmayan etkilesimleri 6grenerek, yeni bir
gorintiiniin iyi huylu veya kotii huylu bir sinifa karsilik gelip gelmedigini tahmin edebilir. Bu otomasyon, yalnizca
hem yanlis pozitifleri, hem de yanls negatifleri 6nlemede daha yiiksek bir verimlilige sahip olmakla kalmaz, ayni
zamanda tespit icin harcanan zamani da azaltir. Derin 6grenme ve bilgisayarli gérme teknikleri kullanilarak cilt
kanseri smiflandirmasi alaninda yayinlanmis ¢ok sayida ¢alisma bulunmaktadir. Bu ¢alismalar, smiflandirma,
segmentasyon ve algillama, farkl filtre tiirleri kullanarak goériintii isleme vb. dahil olmak {izere bir¢ok farkl
yaklasimlari kullanmaktadirlar [3].

Esteva ve digerleri [4] cilt lezyonlarini siniflandirmak i¢cin AdaBoost siniflandirma yéntemini kullanmistir. Xu ve
digerleri [5] saglam bir tani sistemi elde edebilmek icin lezyon tipi, doku, renk gibi farkl 6zellik setleri ve sinir
aglarimm kullanmistir. Simdiye kadar sunulan ornekler, yalnizca geleneksel makine o6grenimi tekniklerini
kullanmistir. Ancak son zamanlarda derin 6grenmenin daha dogru sonuglar verdigi gosterilmistir [6]. Bunun
nedeni, derin 6grenme ile 6zellik ¢ikarma isleminin egitimle kendiliginden ortaya ¢ikmasi ve béylece tasarimcinin
etkisini azaltmasidir.

Lopez ve digerleri [7], 129.450 klinik cilt kanseri goriintiisiinii siniflandirmak icin 6nceden egitilmis bir GoogleNet
Inception v3 CNN modeli kullanarak, cilt kanseri siniflandirmasinda 6n plana ¢ikmistir. Dorj ve digerleri [8],
malign melanomun siniflandirilmasi i¢in ISBI 2016 meydan okuma veri setinde 50'den fazla katmana sahip bir
evrisimsel sinir ag1 (ESA) gelistirmistir. 2018'de Brinker ve digerleri [9], dermoskopi goriintiilerinin ikili sinif
problemini ¢6zmek icin derin bir evrisimli sinir ag1 kullanmistir. Rezvantalab ve digerleri [10], klinik cilt kanseri
goriintilerinin 4 tani kategorisinde siniflandirilmasi i¢in derin bir konvoliisyonel sinir agi yaklasimiyla
birlestirilmis Destek Vektor Makinelerini kullanan bir algoritma gelistirmistir. Codella ve digerleri [11], 12 cilt
hastaliginin klinik gériintiilerini siniflandirmak icin derin bir evrisimsel sinir ag1 kullanmistir.

Mevcut ¢alismalar incelendiginde su gézlemler yapilabilir:

i) Nesne algilama ve siniflandirma problemlerinde, evrisimsel sinir aglar1 yontemi diger yontemlere
kiyasla daha yiiksek dogruluk degeri liretmesi nedeniyle cogunlukla ilk tercih edilen yontem olmustur
[12].

ii) Karsilastirma igin farkli 6grenme mimarileri kullanilmaktadir.

iii) Performans:t artirmak icin farkli yaklasimlari birlestirerek ¢alistiran yeni algoritmalar
kullanilmaktadir.

iv) Degisik kanser tiirlerinin ve cilt hastaliklarinin kategorik olarak siniflandirilmasi aktif ¢alisma
alanlardir.

Bu calismada, evrisimli sinir aglari kullanilarak cilt kanseri siniflandirmasi sorunu ele alimmistir. Ag1 hem egitmek,
hem de test etmek i¢in halka a¢ik ISIC 2018 Cilt Goriintli Analizi Yarismasi'na ait veri seti kullanilmistir. Bu veri
seti 7 farkl cilt hastaligina ait dermoskopik goriintiiler icermektedir [13]. Bu ¢alisma, ikili tipte (iyi huylu-koti
huylu) olan cilt kanseri siniflandirmasi problemini incelemektedir. Bu nedenle, veri seti yeniden diizenlenmistir.
Bu ¢alismanin temel amaci, farkli 6grenme mimarilerini karsilastirmak yerine, goriintiileri farkli 6n islemlere tabi
tutup, bu islemlerin kullanilan mimari performansina etkisini incelemektir. Bu amag¢ dogrultusunda veriler
lizerinde iki farkl 6n isleme dizisi uygulanmistir. Bunlardan birincisinde sirasiyla; ikili ve otsu esikleme, belirli
oranda kirpma ve CLAHE déniisiimii uygulanmistir [14]. Ikincisinde ise sirasiyla; yeniden boyutlandirma,
goriintiilerdeki killar1 yok etmek icin morfolojik filtreleme, renk normalizasyonu, dolgu ve kirpma islemleri
uygulanmistir. Calismada kullanilmak tizere, ResNet50 mimarisi tercih edilmistir. Sonuglarin degerlendirilmesi
icin dogruluk, kesinlik, geri ¢agirma, F1 puani ve ROC-AUC metrikleri kullanilmistir. Bu ¢alisma ile, dermoskopi
gorintiileri lizerinde egitilmis derin 6grenme mimarilerinin farkl 6n isleme yontemleri ile birlikte kullanildiginda
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performans iizerindeki etkilerini incelemeyi, bulgularimiz ile, 6n isleme y6ntem se¢iminin de mimari tercihi kadar
o6nemli oldugunu vurgulayabilmeyi hedeflemekteyiz. Calismanin temel katkilari su sekilde 6zetlenebilir:

i) Mevcut cilt kanseri siniflandirma calismalari incelenmis, en yaygin kullanilan yéntemin evrisimsel
sinir ag1 oldugu tespit edilmistir. Literatiire bakildiginda, hemen hemen her ¢alismanin farkli CNN
topluluklarini bir arada kullandig1 gézlenmistir. Bu tespitler dogrultusunda, bu ¢alismada tek bir
mimari segilip veriler tizerinde iki farkli 6n isleme dizisi uygulanmistir. Boylelikle ideal bir mimarinin
vazgecilmez parcasi olan 6n isleme yontemlerinin secilen yontemin performansi tizerindeki etkisi
analiz edilmistir.

ii) Ayni veri setini kullanan ¢alismalar, veri setinin tiimiinii kullanip, kategorisel siniflandirma ydntemini
tercih etmislerdir. Bildigimiz kadariyla kullanilan veri seti tlzerinde ikili tipte simiflandirma
yonteminin performans analizi yapilmamistir. Bu sebeple ¢alismamizda 7 hastalik kategorisi iceren
veri setinden ikili siniflandirma yapabilmek adina 4 kategori segilip veri dagilimlarina gore yeni bir
veri toplulugu olusturulmustur. Bu deney sayesinde, ikili tipte siniflandirma ydnteminin, ilgili veri
seti lizerindeki performansi da analiz edilmistir.

2. Materyal ve Yontem
2.1. Veri Kiimesi

Bu ¢alismada, ISIC 2018 Cilt Goriintii Analizi Yarismasi’'na ait veri seti kullanilmistir. Bu veri seti, melanom,
melanositik nevus, bazal hiicreli karsinom, aktinik keratoz, iyi huylu keratoz, dermatofibroma ve vaskiiler lezyonu
olmak tizere 7 farkl cilt hastaligina ait dermoskopik goriintiiler icermektedir. Bu ¢alismada, kategorisel olarak
hastalik siniflandirmasi yerine, ikili tipte (iyi huylu-koétii huylu) cilt kanseri siniflandirmasi problemi ele alinmistir.
Bunun sebebi, bu veri setini kullanan ¢alismalarin hemen hemen hepsinin kategorisel siniflandirma yapmasi, ve
bizim bu ¢alismada farkli olarak ikili tipte siniflandirma yonteminin ilgili veri seti lizerindeki performansini
degerlendirmek istememizdir. Bunun icin veri seti yeniden diizenlenmistir. Vaskiiler lezyon, aktinik keratoz ve
melanositik nevus hastalik gorintiilerinin bazilar1 iyi huylu, bazilar1 kéti huylu oldugu icin bu goriintiiler
¢alismaya dahil edilmemistir. Melanom ve bazal hiicreli karsinom goériintiileri koétii huylu, dermatofibroma ve iyi
huylu keratoz goriintiileri ise iyi huylu kategoriye dahil edilmistir. Bunun sonucunda kéti huylu sinifta 1627
gorinti, iyi huylu sinifta ise 1216 goriintii yer almistir. Her sinifin verilerinin %80’i egitim, %20’si test i¢in
kullanilmistir ve veri seti numpy dizisi olarak islenirken girdi boyutu 224 olarak diizenlenmistir. Béylece goriintii
boyutlar1 224 x 224 olarak diizenlenmistir. Veri dagilimi Tablo 1'de 6zetlenmistir.

Tablo 1. ISIC 2018 Cilt Goriintli Analizi Yarismasi'na ait Veri Setinin Dagilimi

Toplam Egitim (%80) | Test (%20)

Iyi Huylu 1216 973 243

Kotii Huylu 1627 1302 325

2.2. Onisleme

Oncelikle veri kiimesi boyutunu orijinal veri kiimesi boyutunun neredeyse iki katina ¢ikarmak igin, kirpma,
yakinlastirma, ¢evirme ve parlaklik degisikligi gibi literatiirde sik¢a kullanilan [12] veri biiylitme yontemlerinden
faydalanilmistir. Bu ¢alismanin temel amaci, gorintiileri farkli 6n islemlere tabi tutup, bu islemlerin kullanilan
mimari performansina etkisini incelemektir. Goriintiiler incelediginde, goriintiilerin baslica giiriiltii azaltilmasina,
belirli oranlarda istenen nesnenin ortaya cikarilmasina ve kontrast iyilestirilmesine ihtiyacinin oldugu
belirlenmistir. Bu sebeple ve ihtiya¢ duyulan gereksinimleri karsilayacag diisiincesiyle, verilere iki farkli 6n isleme
dizisi uygulanmistir. Bunlardan birincisinde sirasiyla; ikili ve otsu esikleme, belirli oranda kirpma (ROI islemleri
icin bolge smir1 +20 piksel tolerans degeri olarak belirlenmistir. Bu simir yardimiyla da orijinal goériinti
kirpilmistir) ve CLAHE doniistimii uygulanmistir [14]. CLAHE, kontrastin asir1 yiikseltilmesiyle ilgilenen
uyarlanabilir histogram esitlemenin (AHE) bir ¢esididir. CLAHE, goriintiiniin tamami yerine, goriintiide karo adi
verilen kiiciik bolgeler iizerinde calisir. Komsu karolar daha sonra yapay sinirlar1 kaldirmak icin ¢ift dogrusal
enterpolasyon kullamlarak birlestirilir. ikincisinde ise sirasiyla; yeniden boyutlandirma, gériintiilerdeki killar1 yok
etmek icin morfolojik filtreleme, renk normalizasyonu, dolgu ve kirpma islemleri uygulanmistir.

Esikleme, degeri belirli bir esigin tizerinde olan pikselleri tam olarak beyaza ayarlayip, diger pikselleri siyaha
ayarlama ve gri 6l¢ekli bir gorintiiden siyah beyaz goriintii olusturma islemidir. Otsu yontemi, kiimeleme tabanli
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goriintlii esikleme o6rnegidir. Gri seviyeli bir goriintiiniin ikili bir gériintiiye indirgenmesini otomatik olarak
gerceklestirmek icin kullanilir. Algoritma, goriintiiniin iki modlu histogrami izleyen iki piksel sinifi icerdigini
varsayar, daha sonra iki sinifi ayiran optimum esigi hesaplar, béylece sinif i¢i varyans minimum veya esdeger
olurken, siniflar arasi varyanslar maksimum olur [15]. Goériintiileri yeniden boyutlandirma ve kirpma, iki temel
geometri déniisiimiidiir. Kirpma, goériintillerden istenmeyen dis alanlarin ¢ikarilmasidir. islem genellikle,
goriintiilerden istenmeyen alanlarin ¢ikarilmasi i¢in kullanilir. Yeniden boyutlandirma, gériintiileri kiiciiltmeye
veya biiyilitmeye olanak tanir. Genellikle dosya boyutunu ve goriintii kalitesini degistirmek i¢in kullanilir. Dolgu
ise sekillerdeki bosluklarin doldurulmasi icin kullanilmaktadar.

Gorilntiiniin piksel degerlerinin belli bir bolgede toplandigi ve kalitesinin diistiigi durumlarda histogram esitleme
yontemi kullanilir. Geleneksel histogram esitleme yontemleri uygulandiginda, gériintiiniin farkl bélgelerinde ¢ok
karanlik veya parlak bolgeler olusabilir. Bu sorunu ¢ézebilmek adina Kontrast Sinirli Adaptif Histogram Esitleme
(CLAHE) kullanilir. CLAHE y6nteminin geleneksel esitlemeye gore farki, goriintiiyii pargalara ayirarak her bir kare
icerisinde histogram esitlemesi yapmasidir, ayrica kontrast limiti belirleme imkani da tanir [16]. Bir goriintiideki
renk degerlerinin dagilimi, aydinlatma kosullarina, kameralara ve diger faktorlere bagh olarak degisebilir. Renk
normalizasyonu, bu varyasyonlari telafi etmek icin piksel yogunlugu degerlerinin araligini degistiren bir tekniktir.
Morfolojik filtreleme iki temel islemden tiiretilmistir. Bunlar asindirma ve genisletme islemleridir. Asindirma ikili
bir goriintiide bulunan seklin boyutunu, secilen yapisal elemente bagh olarak kiiciiltiirken, genisletme nesnenin
alanini artirir. Bu islemlerden asindirma islemi birbirine giiriiltii ile baglanmis sekilleri birbirinden ayirmak igin
kullanilirken, genisletme islemi ise sekillerin bir giirtiltii boliinerek ayr1 iki nesne gibi gériinmesini engellemek icin
kullanilir [17].

Sekil 1, Sekil 2, Sekil 3 sirasiyla; veri setinin 6n isleme tabi tutulmamis haline, veri setinin birinci 6n isleme dizisine
tabi tutulmus haline, ve son olarak veri setinin ikinci 6n isleme dizisine tabi tutulmus haline érnekler vermektedir.
Sekil 3’de killarin gorintiiden silindigi ve ayrica yiizeydeki cilt dokusunun daha belirginlestigi goriillmektedir.
Makalenin Ek Kisminda, 6n isleme ydntemindeki her bir adimin sonucunda olusan resimlere ornekler
sunulmustur.

Benign Malignant

Sekil 1. Veri setinin 6n islem yontem dizileri uygulanmamis hali, 6rnek resimler

Benign Malignant

Sekil 2. Veri setinin, birinci 6n islem yontem dizisi uygulanmis hali, 6rnek resimler
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Benign Malignant

Sekil 3. Veri setinin, ikinci 6n islem yontem dizisi uygulanmis hali, 6rnek resimler

2.3. Siiflandirma Yontemi

Siniflandirma icin Sagar ve digerleri [18] tarafindan 6nerilen transfer 6grenme konsepti, calismamiza uygun olan
parametre degisiklikleri ile kullanilmistir. Transfer 6grenme ile, 6grenme siirecini sifirdan baslatmak yerine,
model, farkli bir problem ¢o6ziiliirken 6grenilen orintillerden baslar. Goriintii siiflandirmasinda, transfer
ogrenmesi genellikle 6nceden egitilmis modellerin kullanimu ile ifade edilir. Onceden egitilmis bir model, bizim
¢ozmek istedigimize benzer bir sorunu ¢ézmek i¢in biiylik bir kiyaslama veri kiimesi lizerinde egitilmis bir
modeldir [19]. Bu calismada karsilastirmalarda genel gecer yontem olarak kullanilan énceden egitilmis ResNet50
mimarisi tercih edilmistir. ResNet50 mimarisi, tiim katmanlarda ince ayar yapilarak, ve iist katmanlar1 bir
ortalama havuzlama, bir tam baglantili ve son olarak 2 tani kategorisini siniflandirmaya izin veren softmax
katmaniyla degistirilerek veri kiimesi lizerinde yeniden egitilmistir. Ogrenme oram 0.0001 olarak ayarlanmis ve
optimize edici olarak Adam kullanilmistir.

Mimari, girdileri eslemek icin kimlik eslemesini kullanir. Bu kimlik esleme, herhangi bir parametreye sahip
degildir ve yalnizca dnceki katmandan gelen ¢iktiy1 sonraki katmana ekler. Kimlik esleme asamasinda, kisayol
kanallarini kalanlarla eslesecek sekilde genisletmek icin dogrusal bir izdiisiim ile ¢carpilir. Atlama baglantilar: (skip
connections) énceki katmanlardan gelen ¢iktilar1 y1g1lmis katmanlarin ¢iktilarina ekler. Bu da, daha 6nce miimkiin
olandan ¢ok daha derin aglar1 egitme yetenegi ile sonuclanir. Calismamizda fazla uyumu azaltmak i¢in, arada yiizde
50 atlama (dropout) ve parga (batch) normallestirme katmanlar: kullanilmistir. Diger mimari ¢alistirma degerleri
sirasiyla su sekilde 6zetlenebilir. Sirasiyla 64 noéron ve 2 néron igeren iki yogun katman kullanilmistir. Son katman,
aktivasyon fonksiyonu olarak softmax ile siniflandirma i¢in kullanilmistir. Kayip fonksiyonu olarak ikili ¢capraz
entropi kullanilmistir. Model epok sayis1 10, parca boyutu (batch size) 32 olacak sekilde egitilmistir.

2.4. Performans Olgiitleri

Sonuglarin degerlendirilmesi i¢cin dogruluk, kesinlik, geri ¢agirma, F1 puani ve ROC-AUC metrikleri kullanilmistir.
Siniflandirma performansindaki anahtar kavramlardan biri, kesin referans etiketlerine karsi model tahminlerinin
tablo seklinde gorsellestirilmesi olan karisiklik matrisidir. Tablo 2’de gosterildigi lizere bu yontemde, 6rnek pozitif
(P) ve elde edilen siniflandirma sonucu pozitif ise Gergek Pozitif (TP); 6rnek pozitif ancak negatif (N)
siniflandirilmissa Yanlis Negatif (FN); 6rnek negatif ve negatif siniflandirilmigsa Gergek Negatif (TN); 6rnek negatif
ancak pozitif siniflandirilmissa da Yanlis Pozitif (FP) olarak gruplandirilir [20]-[21].

Tablo 2. Karisiklik Matrisi

Tahmin Edilen Degeri

Pozitif Negatif
Gercek Pozitif Yanlis Negatif Pozitif E g
@ 0
Yanlis Pozitif Gergek Negatif Negatif =

Dogruluk degeri, Denklem 1’de oldugu gibi hem olumlu hem de olumsuz ka¢ gézlemin dogru siniflandirildigini
6lcerek modelin genel performansini gosterir. Kesinlik, Denklem 2’de oldugu gibi dogru tahminlerin ne kadar
kesin oldugunu gosterir. Geri ¢agirma, Denklem 3’de oldugu gibi gercek pozitif 6rneklerin oranini gosterir. F1
puani, Denklem 4’de oldugu gibi dengesiz simflar icin kullanilan hibrit bir metriktir. ROC (Islem Karakteristik
Egrisi), cesitli esik degerleri icin yanlis pozitif oranina (FPR) karsi ger¢ek pozitif oran1 (TPR) gosteren egridir.
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Egrinin ne kadar iyi oldugunu sdyleyen bir say1 elde etmek icin ise ROC Egrisinin Altindaki Alan (AUC) veya ROC
AUC puani hesaplanir. Benzer sekilde, (AUPRC: The Area Under Precision-Recall Curve) metrigi kesinlik-geri
cagirma egrisinin altindaki alani ifade eder.

(TN +TP)

Dogruluk = GrN TP+ FN + FP) (1)
o (TP)
Kesinlik = (TP + FP) (2)
Geri Ca __(@TP 3
eri Cagirma = (TP + FN) 3)
(2TP)
F1 Puani = (4)

(2TP + FP + FN)

3. Testler ve Performans Analizi

Calismamizda dermoskopik goriintiilerin siniflandirilmasi amaciyla olusturulan Resnet50 mimarisine dayanan
ESA modeli; iyi huylu ve koti huylu olmak tizere iki siniftan olusan ve toplamda 2841 dermoskopik goriintii iceren
ISIC 2018 Cilt Gortintii Analizi Yarismasi’'na ait veri seti lizerinde test edilmistir. Model epok sayis1 10, parca boyutu
(batch size) 32 olacak sekilde egitilmistir. Calismanin temel amaci goriintiileri farkli 6n islemlere tabi tutup
kullanilan mimari iizerindeki etkisini incelemektir. Bu sebeple iki farkli 6n islem yo6ntem dizisi denenmistir.
Bunlardan birincisinde sirasiyla; ikili ve otsu esikleme, belirli oranda kirpma and CLAHE déniistimii yapilmistir.
ikincisinde ise sirasiyla; yeniden boyutlandirma, gériintiilerdeki killar1 yok etmek icin morfolojik filtreleme, renk
normalizasyonu, dolgu ve kirpma islemleri uygulanmistir.

Bu amag dogrultusunda gelistirilen model {i¢ senaryo ile test edilmistir. Sonuclarin degerlendirilmesi icin yapilan
testler sirasiyla su sekilde 6zetlenebilir:

e A= Onisleme yontemi kullanilmadan,

e B=Birinci 6n isleme yontem dizisi kullanilarak,

e C=ikinci 6n isleme yéntem dizisi kullanilarak,
yapilan testleri temsil etmektedir. Sekil 4, Sekil 5, ve Sekil 6’da sirasiyla; A, B ve C test senaryolarinin dogru
siiflandirma sonuglarina birer 6rnek sunulmustur.

Predicted result:Benign
Actual result: Benign

aiaal J
) 1B0 200

Sekil 4. “A” test senaryosunun dogru siniflandirma sonucuna bir 6rnek

Predicted result:Malignant
Actual result: Malignant
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Sekil 5. “B” test senaryosunun dogru siiflandirma sonucuna bir érnek
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Predicted result:Benign
Actual result: Benign

0 50 100 150 200

Sekil 6. “C” test senaryosunun dogru siniflandirma sonucuna bir 6rnek

Tim test sonuglarin degerlendirilmesi icin Tablo 3’te gosterildigi tizere; dogruluk, kesinlik, geri cagirma, F1 puani
ve ROC-AUC metrikleri kullanilmistir. Tablo 3’te goriildiigii iizere her bir senaryo, model tlizerinde test edilmis
olup, belirtilen metriklere gore sonuglar sunulmustur. Sonuglar incelendiginde, asagidaki c¢ikarimlar elde
edilmistir:

i) Dogruluk ve Geri Cagirma metrikleri agisindan degerlendirildiginde, B senaryosunda digerlerinden
ylksek degerli sonug elde edilmistir.

ii) Kesinlik metrigi agisindan, A senaryosunda digerlerinden yiiksek degerli sonuc¢ elde edilmistir.

iii) F1 Puani agisindan, C senaryosunda digerlerinden yiiksek degerli sonug elde edilmistir.

iv) ROC-AUC metrigi agisindan, A ve C senaryolarinda, B senaryosundan daha ytliksek degerli sonuc elde
edilmistir.

Tablo 3. Senaryolarin performans degerlendirmesi

Test Dogruluk | Kesinlik | Geri Cagirma | F1 Puan1 | ROC-AUC AUPR
Senaryosu

A 0.804 0.83 0.86 0.84 0.80 0.976

B 0.824 0.76 0.93 0.83 0.76 0.983

C 0.819 0.80 0.92 0.85 0.80 0.984

Testler sonucunda, 6n isleme yontemlerinin model ile beraber kullanildiginda ve Dogruluk, Geri Cagirma, F1 puan
metriklerine gore degerlendirildiginde performansi arttirdig;; ROC-AUC degerine gore degerlendirildiginde
performans farki olusturmadigi; Kesinlik degeri icin ise anlamli bir performans artisi elde edilemedigi
gozlemlenmistir.

Dogruluk, en sezgisel performans olgilisiidiir ve dogru tahmin edilen gozlemin toplam goézlemlere oramidir.
Dogruluk degeri yiiksekse, modelin en iyisi oldugu diisiiniilebilir. Fakat bu durum yalnizca yanlis pozitif ve yanls
negatif degerlerinin neredeyse ayni oldugu simetrik veri kiimelerinde gecerli olur. Bu nedenle, modelin
performansini degerlendirmek i¢in diger performans metriklerine de bakmak gerekmektedir [22]. Kesinlik, dogru
tahmin edilen pozitif gézlemlerin toplam tahmin edilen pozitif gézlemlere oranidir. Bu metrik, kotii huylu olarak
etiketlenen tiim resimlerin gergekte ka¢ tanesinin kotii huylu oldugu sorusunun cevabidir. Kesinlik sonugclari
incelendiginde, 6n isleme yontemlerinin kullanilmadigi durumda bu deger daha yiiksek ¢ikmistir. Geri Cagirma,
dogru tahmin edilen pozitif gézlemlerin gercek simiftaki tiim goézlemlere oramidir. Kanser tespiti probleminde
yanlis negatiflik yanhs pozitiflige gére daha 6nemli bir hata olarak degerlendirilmektedir. Bunun nedeni, bir
kanser ¢esidinin tespitinin geciktigi veya yapilamadig1 zaman verdigi zararin, yanlis kanser tespitinde verdigi
zarardan daha fazla olmasidir. Bu metrik yanlis negatifligi de 6lciime katarak, tiim kotii huylu lezyon resimlerinden
kac tanesi etiketlenmistir sorusunu yanitlar. Bu sebeple énemli bir metrik olarak degerlendirilir ve miinkiin
oldugunca ytiksek olmasi beklenir. F1 Skoru, Kesinlik ve Geri Cagirmanin agirlikli ortalamasidir. Bu nedenle, bu
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puan hem yanlis pozitifleri, hem de yanlis negatifleri hesaba katar. Sezgisel olarak, dogruluk kadar anlasilmasi
kolay degildir, ancak F1 genellikle, 6zellikle esit olmayan bir sinif dagilimi s6z konusuysa, dogruluktan daha
kullanishidir. Dogruluk, yanlis pozitifler ve yanlis negatifler benzer maliyete sahipse en iyi sonucu verir. Yanlis
pozitiflerin ve yanlis negatiflerin maliyeti ¢ok farkliysa, hem Kesinlik hem de Geri Cagirma metriklerini
degerlendirmek daha iyidir. Sonuglara bakildiginda, F1 puani, 6n isleme yontemlerinin uygulandigi durumlarda
daha ytiksektir. ROC bir olasilik egrisidir ve altinda kalan alan olan AUC ayrilabilirligin derecesini veya 6l¢iisiinii
temsil eder. Egrinin altinda kalan alan arttik¢a, siniflar arasinda ayirt etme performansi artmaktadir.

Baslica F1 Puani, ROC-AUC, AUPRC metrikleri baz alindiginda, goriintiiler iizerinde C) morfolojik filtreleme, renk
normalizasyonu ve dolgu islemlerinin, B) ikili ve otsu esikleme, CLAHE déniisiimiinden ve A) 6n isleme yontem
dizisi uygulanmamis halinden daha fazla iyilestirme yaptifi sonucuna varmaktayiz. Bu bulgu sonucunda,
gorintiilerin baslica giirtltii azaltilmasina, belirli oranlarda istenen nesnenin ortaya cikarilmasina ve kontrast
iyilestirilmesine ihtiyacinin oldugu anlasilmaktadir.

4. Tartisma ve Sonug

Bu ¢alismada, iyi huylu ve koétii huylu cilt kanseri siniflandirmasinda, derin evrisimli sinir aglarinin ve farkli 6n
isleme yontemlerinin performansa etkileri arastirilmistir. Ag1 hem egitmek, hem de test etmek i¢in halka a¢ik ISIC
2018 Cilt Goriintii Analizi Yarismasi'na ait veri seti kullanilmistir. Bu ¢alismanin temel amaci, farkli 6grenme
mimarilerini karsilastirmak yerine, gortntiileri farkli 6n islemlere tabi tutup, bu islemin kullanilan mimari
performansina etkisini incelemektir. Bu amag¢ dogrultusunda iki farkli 6n isleme y6ntem dizisi ResNet50 mimarisi
icin uygulanmistir. Bunlardan birincisinde sirasiyla ikili ve otsu esikleme, CLAHE doéniisiimi uygulanirken,
ikincisinde morfolojik filtreleme, renk normalizasyonu ve dolgu islemleri uygulanmistir. Sonuglarin
degerlendirilmesi icin dogruluk, kesinlik, geri cagirma, F1 puani ve ROC-AUC metrikleri kullanilmistir.

Baslica F1 Puani ve ROC-AUC metrikleri baz alindiginda, goriintiiler lizerinde yapilan morfolojik filtreleme, renk
normalizasyonu ve dolgu islemler dizisinin, diger 6n isleme y6ntem dizisine gére daha fazla iyilestirme yaptig1
sonucuna varilmistir. Sonuglarimiz, dermoskopi goriintiileri iizerinde egitilmis derin 6grenme mimarilerinin farkl
onisleme yontemleriile birlikte kullanildiginda, daha iyi bir siniflandirma yapabilecegini gdstermistir. Bu kombine
model daha da gelistirilerek dermatologlara yardimci olmak i¢in kullanilan gesitli dermoskopi sistemlerinde
kolayca uygulanabilir. Daha fazla iyilestirme orani i¢in ¢ok daha fazla dermoskopi goriintiisii gerekmektedir.
Ayrica gorintiler lizerindeki farkli gereksinimler tespit edilebilirse ve bunlar dogrultusunda farkli 6n isleme
yontem dizileri denenirse, performans lizerindeki etkinin daha da artacagini diisiinmekteyiz.
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Appendix

Birinci On isleme Yonteminin Cikti Ornekleri

1) Orjinal Goriintii

3) Boundary of ROI ile kirpilmis hali

4) CLAHE uygulanmis hali
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e

ikinci On isleme Yonteminin Cikt1 Ornekleri

3. Renk Normalizasyonu 4. Morfolojik Uygulama sonrasi

5. Dolgu ve Kirpma 6. Boyutu 380x380 yapma




